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摘 要:
 

当前谣言检测工作主要基于监督学习,需要人为标记数据而导致检测具有滞后性。为了充分利用大量的未标记数

据,及时检测社交网络中的虚假谣言。提出了一种基于多层次结构与半监督学习谣言检测模型(multi-level
 

semi
 

spuervised
 

graph
 

convolutional
 

neural
 

network,MSGCN)。该模型构建了一种多层次检测模块,基于图卷积网络对有限的标记样本进行

训练以提取多层次传播结构特征、扩散结构特征和全局结构特征。其次,引入随机模型扰动集成无标签数据的动态输出进行

一致性预测,提出互补伪标签法来获取高质量伪标签数据,并将其加入标记数据扩充样本。最后在有监督交叉熵损失和无监

督一致性损失约束下提高模型质量。在公开的Twitter15、Twitter16和 Weibo数据集上的实验结果表明,所提出模型在30%
标记样本下准确率达到88.3%、90.1%和95.5%,在少量的标记样本下便可达到优异的成绩。
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Abstract:
  

Social
 

media
 

generates
 

a
 

large
 

amount
 

of
 

information,
 

only
 

a
 

small
 

portion
 

of
 

which
 

can
 

be
 

labeled
 

by
 

professionals
 

as
 

true
 

or
 

false
 

rumors.
 

To
 

make
 

full
 

use
 

of
 

the
 

vast
 

amount
 

of
 

unlabeled
 

data
 

and
 

detect
 

false
 

rumors
 

in
 

a
 

timely
 

manner,
 

proposes
 

a
 

model
 

called
 

MSGCN
 

based
 

on
 

multi-level
 

structure
 

and
 

semi
 

supervised
 

learning.
 

This
 

model
 

constructs
 

a
 

multi-level
 

detection
 

module
 

based
 

on
 

graph
 

convolutional
 

neural
 

network
 

to
 

train
 

limited
 

labeled
 

samples
 

to
 

extract
 

multi-level
 

propagation
 

structure
 

features,
 

diffusion
 

structure
 

features,
 

and
 

global
 

structure
 

features.
 

By
 

perturbing
 

the
 

random
 

model
 

and
 

integrating
 

the
 

dynamic
 

output
 

of
 

unlabeled
 

data
 

for
 

consistent
 

prediction,
 

the
 

complementary
 

pseudo
 

label
 

method
 

is
 

used
 

to
 

label
 

the
 

high
 

confidence
 

unlabeled
 

data
 

calculated
 

by
 

the
 

model
 

and
 

add
 

it
 

to
 

the
 

training
 

set
 

to
 

expand
 

the
 

sample.
 

Under
 

supervised
 

cross-entropy
 

loss
 

and
 

unsupervised
 

consistency
 

loss
 

constraints,
 

the
 

model
 

shows
 

excellent
 

performance.
 

The
 

experimental
 

results
 

on
 

public
 

Twitter15,
 

Twitter16,
 

and
 

Weibo
 

datasets
 

show
 

that
 

the
 

proposed
 

model
 

achieves
 

accuracy
 

of
 

88.3%,
 

90.1%
 

and
 

95.5%
 

under
 

30%
 

labeled
 

samples,
 

can
 

achieve
 

excellent
 

performance
 

with
 

a
 

small
 

number
 

of
 

labeled
 

samples.
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0 引 言

网络社交媒体(如微博、Twitter等)由于其信息的实

时共享性和全球连通性,已成为多数人依赖的社交媒体服

务平台。然而,也正是由于这些特性,这类网络社交媒体

上充斥着大量的谣言。谣言包括故意制造或可证实的虚
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假信息,以误导读者,其动机是追求个人或组织利润[1]。
谣言会给社会带来巨大的负面影响,严重的甚至会危害到

人们生命财产安全。阻止谣言传播的重要方法之一就是

及时发现谣言。谣言检测就是通过分析提取信息的内容

和传播模式等相关信息来判断该信息的真实性[2]。
国内外许多学者都针对谣言检测领域进行了深入的

研究。早期的谣言检测主要利用机器学习,人工提取特征

来进行检测[3]。近年来随着深度学习的发展,神经网络可

以挖掘到更多的细节,研究者们开始关注深层次的特征信

息[4-8]。强子珊等[9]通过构建多模态的异质图来处理文

本、图片和用户之间的特征,在小型话题社区谣言检测中

获得了较高的准确率。冯茹嘉[10]等利用预训练模型解决

了一词多义等问题,显著提升了检测精度。Ma等[11]提出

利用递归神经网络(RNN)来捕捉潜在的时空语义特征,
并通过添加复杂的递归单元和隐藏层来有效的提高谣言

检测的性能,在 Twitter数据集上取得较好效果。李奥

等[12]提出一种生成对抗网络模型,通过对抗网络生成器

和判别器的相互促进作用,强化谣言文本的学习。Bian
等[13]通过自顶向下和自下向上的节点更新来获得谣言的

传播和扩散特征,并提出了一种双向图卷积的谣言检测模

型,在微博和Twitter数据集上取得良好成绩,同时证实

了有向的传播结构有助于提升谣言的检测效果。谢欣彤

等[14]提出基于传播用户代表性特征学习方法,从多种用

户行为进行分析筛选后构造其传播路径,提升了检测

效率。
这些监督方法虽然在不同的数据集上获得了优异的

成绩,但都需要依靠大量的标记数据进行支撑,并且多数

依赖人工标注,存在工作量巨大且一定程度的检测滞后

性,同时谣言事件在社交媒体上的传播速度非常快,因此

在实际情况中只有非常有限的标记数据可用于谣言检测,

致使有监督模型在应用中通常会因标记样本不足而表现

出较差的性能。此外,难以保证大数据标注的一致性[15]。
随着数据量的增加,标注的不一致现象会越来越严重。

因此,使用未标记的数据来进行谣言检测、更加有效

的利用少量的标记样本成为一种实用性较高的解决方案,
具有重要的理论研究意义和广泛的社会应用价值。

针对以上问题,本文提出一种基于多层次结构与半监

督学习谣言检测模型(multi-level
 

semi
 

spuervised
 

graph
 

convolutional
 

neural
 

network,MSGCN)的方法。该模型

构建了事件的传播、扩散和全局结构特征以学习事件的多

层次结构以更好地利用谣言的有向特征和全局关联特征。
同时利用有限的标记数据引导模型的训练方向,使用大量

的无标签数据增强模型的泛化性能。针对无标签数据可

能引入过多的噪声问题,通过集成无标签数据的动态输出

并进行一致性训练来有效降低噪声的影响,并提出互补伪

标签生成高质量伪标签扩充样本。
本文提出一种多层次结构与半监督学习的谣言检测

方法。结合事件的多层次结构特征,同时使用标记数据和

未标记数据联合训练模型,提升了检测效能,在少量标记

数据下也可有效进行谣言检测。为了增强无标记数据利

用效率,引入集成无标签输出的一致性训练,聚焦大量无

标签数据的有效利用来增强模型的性能。摒弃了传统采

用单一阈值生成伪标签的方法,提出互补标签生成伪标签

的方法以减少噪声,提高伪标签的质量。

1 半监督谣言检测方法

本文提出一种基于传播结构与半监督学习的谣言检

测模型 MSGCN。模型总体框架如图1所示,该框架主要

由4部分构成,分别为输入表示层、检测模块、输出模块和

伪标签生成模块。

图1 MSGCN半监督网络模型架构

1.1 任务定义
定义1 给定一组少量的标记数据集C,记为C =

{(c1,y1),(c2,y2),…,(cn,yn)},其中ci 是第i个事件,

yi 是第i个事件的标签,n为事件的个数。其中每个事件

ci 具体地可表示为ci ={mi,ni
1,ni

2,…,ni
i-1,Gi},其中mi

表示事件原帖,ni
j 表示第j个转发帖,Gi 为事件帖子的传

播图。
定义2 记一组大量的无标记数据X 记为X ={x1,

x2,…,xm},其中m 为无标记数量。令fθ(Z|x)表示输

入为x 的样本,经过θ判别模型预测输出Z。
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1.2 输入表示层

图卷积网络已被证实可以有效获取异构图信息[16-17],
由于网络社交媒体谣言信息的传播为一种异构图结

构[18],所以本文利用图卷积网络来获取其结构特征。
本文将文本类型的源推文与响应推文转换为TF-IDF

值,并获取到BiGCN模型中的传播特征和扩散特征。首

先将提取到的文本特征向量嵌入到节点中,并将事件ci

的文本特征向量使用Xi=[xi
0,xi

1,…,xi
ni-1
]∈R

Ni×Di 表

示,Di 为特征维度。如果节点之间存在转发或评论关系,
则认为两个节点之间存在连接,建立边关系。最后将父节

点指向子节点方向的图表示为谣言的传播图,将子节点指

向父节点的图表示为谣言的扩散图。同时为了兼顾谣言

的全局结构特征,引入无向图来获取谣言传播的全局结构

特征。
对于图Gi = {GTD

i ,GBU
i ,GUD

i }= {Ei,Vi},构建其事

件ci 的邻接矩阵Ai∈R
Ni×Ni,Ni 为节点数目,Ei = {cst

i

|s,t=0,1,…,ni-1}为事件ci 中所有转发节点与评论节

点之间边的集合。Vi = {mi,ni
1,ni

2,…,ni
i-1}为事件之间

节点的集合。GTD
i 、GBU

i 、GUD
i 分别表示为传播图、扩散图和

无向图,其邻接矩阵为ATD
i =Ai,ABU

i =AT
i,AUD

i =Ai+AT
i,

邻接矩阵分别包含了根节点和其子节点间所有的传播信

息、扩散信息和全局结构信息。

1.3 检测模块

  本文使用3个图卷积层捕捉3种层次图的空间特征,
每个图卷积层都是相互独立的,并且各包含两层GCN模

块。如图2所示,经过3个独立的图卷积层后获得了传播

和扩散的双向信息和全局特征,并输出为一个向量矩阵

H∈RN×c,N 是节点数,c是分类数。用非线性函数表示为:

图2 多层次检测模块

H(d+1)=σ(􀭾D
-
1
2􀭾A􀭾D

-
1
2HdWd)=σ(̂AHdWd) (1)

式中:d 是网络层数;σ(x)为激活函数;W 为参数矩阵。

Â =􀭾D
-
1
2􀭾A􀭾D

-
1
2 表示邻接矩阵A'进行归一化后的结果矩

阵,􀭾D 为矩阵Â 的对角矩阵。同时为了充分获取特征表

示,防止层级间特征流失,进行特征增强处理,将每层隐藏

特征向量与前一层进行拼接,如下式所示:
􀮃Hd

m=σ(̂Am
i
􀮃H(d-1)

m w(d-1)
m ) (2)

Hd
m =concat(􀮃Hd

m,􀮃H(d-1)
m ) (3)

式中:d 是网络层数;m ∈ {TD,BU,UD}表示3种不同

的层次图;􀮃Hd
m 为隐藏特征矩阵,如􀮃H1

TD 为TD 图中第1层

输出的隐藏特征矩阵。wd
m ∈R

k×vm 是隐藏权重矩阵。σ(x)

为非线性激活函数ReLU。Dropout[19]通过无偏差地在网

络中加入噪音而用于GCL层中避免过拟现象。由于可用

于训练的有标记样本在训练前期不够充足,使用一层

Dropout防止有标记数据的过拟合,同时也可在无标记样

本中加入一定扰动,通过DropEdge来随机去除有向图中

的边来获得同一样本不同的无标记输入,从而增强模型的

泛化性。紧接着将矩阵􀮃Hd
m 进行均值池化以获取所有节点

特征信息。均值池化公式如下:

Sm =meanpooling(􀮃Hd
m) (4)

然后将3个图卷积层池化后的特征进行拼接以获得

其多层次特征信息。

S=concat(STD,SBU,SUD) (5)
拼接后的信息通过全连接层进行降维。最后为了方

便表示预测结果,本文使用Softmax函数进行归一化,得
到归一化后的结果为事件不同类别标签的向量概率。表

达式如下:

􀭹y =Softmax(FC(S)) (6)
全连接层FC(S)=WiS+bi,其中,Wi 和bi 为可学

习的权重矩阵和偏置项。

1.4 损失函数
对于有标记样本,将检测模块的预测标签与样本的真

实标签的交叉熵作为有监督交叉熵损失来评估标记样本。

Lt
i= -

1
|B|∑i∈B∩C

log􀭹yi[yi] (7)

式中:B 是学习过程中的小批量;yi表示谣言事件ci 对应

的真实标签;􀭹yi 表示对于谣言事件ci 模型预测的输出。
对于大量的无标记数据 X 进行两次检测,由于模型

中使用了Dropout,会使模型在训练时具有不同的连接权

重。所以对无标签数据,要提高在模型扰动情况下对两次

输入的预测结果一致性表示,最小化两个分布之间的度

量,集成无标记数据的输出并进行一致性约束,无监督一

致性损失为:

Lu
i =

1
Y|B|∑i∈B

‖Z'i-Z″i‖2 (8)

式中:Y 为标签所有的值的集合;Z'i 为无标记数据ci 在

模型中的第1次训练后的预测输出;Z″i 为该无标记数据

第2次训练后的预测输出。
一致性训练通过使无标记数据的两次预测保持一致,

更接近无标记数据的准确标签。降低噪声对模型的影响,
对大量无标签数据进行充分利用。

总体损失函数L 为有监督交叉熵损失Lt
i 与无监督一

致性损失Lu
i 的加权:

L =Lt
i+w(t)Lu

i (9)
式中:w(t)是随着训练时间t的增加缓慢沿高斯分布提

升的权重函数。

w(t)=exp-51-
t
T  

2

  (10)
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最小化损失函数会逐渐将标记数据信息传播到未标

记数据上。在训练初期,标记数据贡献较大,在训练后期,
无标记数据将比标记数据贡献更多。

1.5 互补伪标签
传统的伪标签大多是严格的one-hot标签,即将置信

度最大的类别作为标签。这通常会导致模型产生了错误

的高置信伪标签而在训练中引入噪声,使模型性能受限于

标签质量。为了降低错误伪标签的影响,本文提出互补伪

标签的方法来获取高质量的伪标签。
互补伪标签由正负标签组成。具体来说,将无标记数

据的两次输出分别定义正标签和负标签,其中正标签定

义为:

y⌒i= (Z'i≥λ)j (11)
负标签定义为:

y

⌒

i= (Z″i≤γ)j (12)
式中:λ为正向阈值;γ为负向阈值;j∈Y 为各个类别标

签。在二分类问题时,[0.1,0.9]相较于[0.4,0.6]更能推

出正确的标签,但在模型训练初期,出现后者的可能性更

高且多分类任务更容易出现相差不大的预测值,此时传统

的伪标签会引入大量的噪声。在互补伪标签中,正伪标

签用来筛选出部分可能的类别项,而当各分类预测类别

相近时,负标签可以滤去不正确的类别。相较于传统的

伪标签,互补伪标签可以同时监督多个类别并且有效减

少错误标签带来的偏差问题。通过互补伪标签得到最终

标签为:

y- =argmax
‖y⌒i‖j

‖y⌒i‖j+‖Z″i-y

⌒

i‖j  (13)

式中:‖y⌒i‖j 表示各个类别的模长;y- 为最终要加入

到标记数据集中的伪标签。通过一方面去除不正确类

别,一方 面 增 强 正 确 的 类 别 项 进 而 获 取 高 质 量 的 伪

标签。

2 实验与分析

2.1 数据集和预处理
本文选择的是公开的社交媒体谣言数据集 Twit-

ter15、Twitter16与 Weibo作为实验数据集。其中,Liu
等[20]创建 的 Twitter15数 据 集 共 包 含1

 

490个 事 件,

Ma等[21]创建的 Twitter16数据集共包含818个事件。
Ma等[11]创建的 Weibo数据集包含2

 

351个谣言事件

和2
 

313个非谣言事件。在这些数据集中,节点指的是

用户,边表示转发或回复关系,特征是根据 TF-IDF值

所提取的前5
 

000个字段。Twitter15与 Twitter16数

据集包含4个标签,非谣言(NR)、虚假谣言(FR)、真实

谣言(TR)和未经证实的谣言(UR)。数据集统计数据

如表1所示。
由于数据集为监督数据集,本文去除了部分数据集中

数据的标签,将其分为无标签组和有标签组,具体划分数

据如表2所示。

表1 数据集事件信息统计

参数 Weibo Twitter15 Twitter16
#posts 3

 

805
 

656 331
 

612 204
 

820
#users 2

 

746
 

818 276
 

663 173
 

487
#events 4

 

664 1
 

490 818
#true

 

rumors 2
 

351 374 205
#false

 

rumors 2
 

313 370 205
#unverified

 

rumors 0 374 203
#non-rumors 0 372 205

表2 数据集划分

Weibo Twitter15 Twitter16
标记数据10% 有标签数据 466 149 82

无标签数据 4
 

198 1
 

341 736
标记数据20% 有标签数据 933 298 164

无标签数据 3
 

731 1
 

192 654
标记数据30% 有标签数据 1

 

398 447 246
无标签数据 3

 

266 1
 

043 572

2.2 评价指标与基线方法
为了评估模型性能,本文使用准确率(accuracy)、F1

值与召回率(recall)作为评价指标与其他算法进行对比。
准确率与F1 值的计算公式为:

Accuracy =
TP+TN

TP+TN +FP+FN
(14)

F1 =
2TP

2TP+FP+FN
(15)

Recall=
TP

TP+FN
(16)

式中:TP、TN、FP、FN 的具体含义如表3所示。

表3 混淆矩阵

实际正类 实际负类

预测正类 TP FP
预测负类 FN TN

本文选取了在谣言检测领域中取得过突出效果的模

型作为比较的基线方法,并在3种数据集上进行对比。选

用的基线方法如下。

1)PPC[22],一种在时间序列上联合使用RNN和CNN
模型的谣言检测方法,通过谣言传播路径上的用户特征得

到谣言表示。

2)RvNN[11],一种使用树状递归神经网络的谣言检测

模型,通过聚合文本信息和结构信息得到谣言表示特征。

3)BiGCN[13],一种基于图卷积网络的谣言检测方法。
在构造无向树的基础上,利用GCN对树结构进行自顶向

下和自底向上的卷积,获取谣言的传播和扩散特征。

4)PLAN[23],一种基于Transformer注意力机制的谣

言检测方法,通过将谣言传播的过程构建成时间序列,并
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利用Transformer注意力机制学习谣言的表示。

5)EBGCN[24],一种探究谣言传播不确定性的研究,通
过采用贝叶斯方法自适应地重新考虑潜在关系的可靠性。

6)PPTK[25],一种基于微博信息传播树的路径树核谣

言检测研究,通过将用户的影响力、情感反馈和帖子内容

等特征嵌入节点中来计算路径相似度。
由于PPTK方法没有公开实现代码,本文使用其原

文中的实验结果,PPTK方法仅对比了 Weibo数据集。

2.3 实验设置
所有实验采用python3.7实现,使用pytorch1.7.1版

本深 度 学 习 框 架,CUDA 版 本 11.0。硬 件 环 境 为

NVIDIA
 

Geforce
 

RTX
 

3060显卡。
所有实验中每个节点的隐藏特征向量的维度为64。

初始特征向量维度为5
 

000。最大迭代次数为200次,激
活函数为ReLU。伪标签负向置信度阈值γ=0.05,正向

置信度阈值在二分类问题时为λ=0.85,在多分类问题时

为λ=0.45。采用 Adam 算法为优化函数,学习率η=
0.000

 

5,Dropout=0.5。用于训练的标记数据和未标记

数据同验证数据的比例为4∶1。

2.4 实验结果与分析
表4~6所示为本文模型 MSGCN和其他基线方法在

Twitter15、Twitter16和 Weibo数据集上的谣言检测效

果。由于 Weibo数据集是二分类类型,本文给出真谣言事

件和假谣言事件的准确率、召回率和F1 值;对于 Twit-
ter15和Twitter16数据集包含的4种不同形式的谣言类

别,采用F1 值全面评测模型性能。其中每个评价指标的

最优值用加粗字体表示。

表4 Twitter15数据集对比结果

方法 ACC
NR FR TR UR

F1 F1 F1 F1

RvNN 0.723 0.682 0.758 0.821 0.654
PPC 0.842 0.811 0.875 0.818 0.790
BiGCN 0.852 0.821 0.857 0.908 0.812
PLAN 0.845 0.823 0.858 0.895 0.802
EBGCN 0.876 0.854 0.865 0.918 0.818

MSGCN(10%) 0.843 0.797 0.793 0.869 0.790
MSGCN(20%) 0.871 0.848 0.826 0.891 0.809
MSGCN(30%) 0.883 0.857 0.849 0.920 0.825

由表4~6可知,在3个数据集上,MSGCN在不同标

记数据下的准确率总体优于其他谣言检测方法,其中在

Twitter15和Twitter16数据集上使用30%的标记数据准

确率达到88.3%和90.1%。在微博数据集上准确率达到

95.5%,这表明本文方法使用少量的标记数据仍可以获得

可接受的性能。RvNN模型认为传播图中所有节点贡献

度相同,对传播节点敏感,但忽略了文本信息特征导致效

果不理想。PPC模型由于联合使用了RNN和CNN结构

  表5 Twitter16数据集对比结果

方法 ACC
NR FR TR UR

F1 F1 F1 F1

RvNN 0.737 0.622 0.743 0.835 0.708
PPC 0.863 0.820 0.898 0.843 0.837
BiGCN 0.886 0.830 0.861 0.933 0.871
PLAN 0.874 0.853 0.839 0.917 0.880
EBGCN 0.895 0.864 0.881 0.944 0.874

MSGCN(10%) 0.889 0.847 0.885 0.890 0.835
MSGCN(20%) 0.896 0.864 0.844 0.933 0.862
MSGCN(30%) 0.901 0.881 0.898 0.923 0.885

表6 Weibo数据集对比结果

方法 分类 ACC F1 Recall
RvNN F

0.908
0.905 0.897

T 0.911 0.918
PPC F

0.921
0.923 0.950

T 0.918 0.889
BiGCN F

0.940
0.947 0.920

T 0.933 0.943
PLAN F

0.943
0.943 0.948

T 0.942 0.937
EBGCN F

0.941
0.943 0.946

T 0.932 0.945
PPTK F

0.935
0.933 0.910

T 0.937 0.961
MSGCN(10%) F

0.937
0.940 0.935

T 0.945 0.951
MSGCN(20%) F

0.950
0.954 0.938

T 0.948 0.955
MSGCN(30%) F

0.955
0.967 0.953

T 0.951 0.960

表现出比RvNN模型更好的检测效果。但PPC模型仅使

用线性结构进行特征提取,忽略了传播过程中的异构图信

息。同样的,PLAN模型由于使用Transformer结构提取

特征并且关注到帖子之间的隐性特征从而获得了进一步

的提升,但也忽略了对有向信息的利用。BiGCN与EB-
GCN模型引入了图卷积网络并研究谣言传播特征,但未

考虑全局结构信息。由于 Weibo数据中包含信息复杂且

繁多,PPTK在考虑大量特征的同时也引入更多的噪声,
导致其准确率有所下降。当有标记数据量增大时,效果提

升变缓,例如在 Twitter15数据集上,MSGCN在20%标

记数据情况下准确率比10%标记数据提高2.8%,在30%
标记数据情况下准确率比20%数据提高1.2%。

上述比对都是同大量有标记数据集的方法进行的,且
已经表现出更好的性能,为了进一步验证方法的有效性,
改变上述基线方法标记数量的大小再进行比对,结果如

表7所示。
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表7 不同标记数据对比结果

数据集 算法 10% 20% 30%
RvNN 0.336 0.552 0.539
PPC 0.613 0.711 0.747

Twitter15 BiGCN 0.628 0.709 0.759
PLAN 0.633 0.731 0.775
MSGCN 0.843 0.871 0.883
RvNN 0.361 0.556 0.588
PPC 0.577 0.621 0.689

Twitter16 BiGCN 0.634 0.711 0.776
PLAN 0.673 0.742 0.787
MSGCN 0.889 0.896 0.901

由表7可以看出,在只有少量有标记数据训练模型的

情况下,MSGCN的准确率远高于基线方法,这表明 MS-
GCN可以在谣言传播的早期快速识别谣言,且不需要耗

费巨量的人力进行样本标注,从而避免谣言检测的滞后性

所造成的损失。
图3、4所示分别为不同标记数据下 MSGCN在不同

数据集中准确率和损失值的变化曲线。由图3可以直观

看出 MSGCN可以在短时间内利用少量的标记样本取得

较高的准确率,例如在 Twitter16和 Weibo数据集中,

30%标记数据下 MSGCN在20次Epoch训练下准确率便

接近80%,在Twitter15数据集中也只需30次Epoch便

可接近80%的准确率。这表明 MSGCN可以有效的对谣

言传播事件进行快速谣言检测,快速谣言检测指在谣言传

播的早期阶段进行检测谣言,可以有效地避免谣言传播所

造成的危害。同时由图4可以直观看出,聚合了交叉熵损

失和一致性损失的总体损失收敛速度较快,在较快的时间

内便可达到较低的损失率,这也表明 MSGCN模型具有良

好的健壮性。

图3 (a)10%标记数据准确率变化;(b)20%标记数据准确率变化;(c)30%标记数据准确率变化

图4 (a)10%标记数据损失值变化;(b)20%标记数据损失值变化;(c)30%标记数据损失值变化

2.5 参数分析

1)无标记数据对模型的影响

为了验证无标记数据对 MSGCN模型的准确率影响,
选用Twitter15和Twitter16两个数据集进行实验,令每

个类别有标记数据数量为20,每个类别无标记数据数量

分别为50、100、150观察模型随着无标记数据数量的改变

的准确率变化,结果如图5、6所示。
由图5、6可知,当有标记数据初始值为20时,随着无

标记数据的增加,MSGCN的准确率和各分类类别的F1

值有不同程度的增长,在Twitter15数据集上每种类别分

别增加50个无标记数据,准确率分别增加6%和4%,在
Twitter16数据集上每种类别分别增加50无标记数据,准
确率分别增加6%和2%。实验进一步验证了无标记数据

对模型训练的有效性。

2)互补伪标签对模型的影响

为了验证互补伪标签对 MSCGN模型的影响,分别在

10%、20%和30%标记数据下对比互补伪标签和传统伪

标签。实验结果如图7~9所示。
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图5 Twitter15无标记数据影响

图6 Twitter16无标记数据影响

图7 10%标记样本下不同伪标签的影响

由图7~9可知,在不同的标记数据和不同的数据集

下,使用互补伪标签的准确率均高于传统单一伪标签。表

明互补伪标签比单一伪标签可以生成质量更高的伪标签,
减少模型的噪声,从而提高模型的检测效率。同时可以看

出,在标记数据越少时,互补伪标签比单一伪标签的表现

越好,表明互补伪标签可以好更利用大量的无标记数据,
有效减少模型学习不均衡等问题。

2.6 消融实验
为了验证 MSGCN 方法中每个模块的有效性。以

Twitter15数据集为例,从每个类别中分别选取20%的标

记样本,进行消融实验分析。从 MSGCN中分别移除伪标

图8 20%标记样本下不同伪标签的影响

图9 30%标记样本下不同伪标签的影响

签生成(PL)、去除检测模块中Dropou层,移除一致性训

练损失(CT_Loss)和DropEdge来测试不同部分对实验结

果的影响。消融实验结果如图10所示。

图10 消融实验

由图10可以看出,移除不同的模块后,准确率和F1

值都会有不同程度的下降,移除伪标签生成、去除检测模

块中Dropout层、移除一致性训练损失、去除DropEdge后

准确率分别下降6.3%、2.7%、4.8%和4.0%。移除伪标

签生成准确率下降较大,表明通过正负伪标签方法,产生

了较多的有效样本。一致性训练对无标签样本具有较好

的利用率,并且更接近无标记数据的准确标签,DropEdge
对样本进行扰动显著提升了模型的泛化能力。推文的评

论与转发等有向信息可以为谣言事件的监测提供指向性
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信息,Dropout层可以使模型更好地学习谣言的多层次结

构特征,增强模型的鲁棒性。

3 结 论

由于网络谣言传播迅速,及时遏制谣言传播至关重

要,然而很少有数据样本可以在短时间内被标记使用,使
监督算法存在一定滞后性。因此本文提出了一种多层次

结构和半监督学习的谣言检测模型,利用一致性损失和互

补伪标签充分利用大量无标记数据提升模型的泛化能力,
使用多层次结构在图卷积网络中有效提取自顶向下和自

底向上两个传播方向的特征和全局结构特征。在3个公

开的数据集上的实验表明,MSGCN可以利用少量有标记

数据便可获得满意的准确率,利用大量无标记数据后同其

他方法相比具有显著的提升。在未来的工作中,将研究数

据不均衡问题和深入探究谣言的传播规律。
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